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I. Introduction

사람의 뇌 구조를 본 딴 딥러닝은 최근 엄청난 발전을 이

루었다. 그러나, 딥러닝은 데이터의 구분 없이 임의의 순

서에 따라 모델을 학습하는데 반면, 사람은 쉽게 배울 수 

있는 것부터 점진적으로 더욱 어려운 것 까지 일종의 

‘curricula’를 따라 학습한다는 차이가 존재한다. 그렇기 

때문에, 위와 같은 학습 과정의 차이에서 영감을 받아 

curriculum-like 학습 전략을 도입함으로써 성능을 향상

시킬 수 있는 curriculum learning이 제안되었다 [1].

현재 대부분의 연구는 학습 데이터를 난이도에 따라 스케

줄링 하는 방안에 초점을 맞추고 있다. 이와 반대로, 

coarse-to-fine 기법은 분류 task에서 학습 데이터의 개

별 난이도 보다 고려되는 class의 유사성이 더욱 중요하

다고 주장하며, 쉬운 task부터 어려운 task까지 어려 단

계의 auxiliary task를 구성해 단계적으로 수행하는 메카

니즘을 제안하였다. 그러나, 이 방법은 혼동행렬을 기반

으로 오류를 발생시킬 수 있는 class를 결합해 다양한 난

이도의 auxiliary task를 생성하기 때문에, 하나의 데이

터가 여러 class에 속할 수 있는 multi-label 환경에 적

용하기 어렵다는 한계점이 있다.

그렇기 때문에, 우리는 multi-label 환경에서 메카니즘을 

적용하기 위해 multi-class와 binary auxiliary task를 

생성해 순차적으로 학습함으로써 multi-label 분류의 성

능을 향상시킬 수 있는 방법을 제안한다. 또한, 14개의 

흉부 질환에 대한 multi-label을 제공하는 Chest 

X-ray14 [2]를 통해 제안한 방법을 적용할 때의 성능을 

비교함으로써 유효성을 검증했다.

II. Preliminaries

1. Related works

1.1 Curriculum learning

Curriculum learning을 딥러닝에 도입하는 첫 시도는 

[5]에서 처음 제안되었다. 이후 많은 연구에서 데이터의 

순서를 스케줄링 하는데 많은 노력을 기울였다[7]. 이 방

법은 데이터의 난이도를 기준삼으므로, 난이도 측정을 

위한 별도의 방법이 필요하다. [6]에서는 NLP task에서 

문장/문단의 길이를 기준으로 난이도 측정 방법을 제안
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도입해 모델을 학습시키는 방법이다. 대부분의 연구는 학습 데이터 중 개별 샘플의 난이도를 기반으로 점진적으로 

모델을 학습시키는 방안에 중점을 두고 있다. 그러나, coarse-to-fine 메카니즘은 데이터의 난이도보다 학습에 사

용되는 class의 유사도가 더욱 중요하다고 주장하며, 여러 난이도의 auxiliary task를 차례로 학습하는 방법을 제

안했다. 그러나, 이 방법은 혼동행렬 기반으로 class의 유사성을 판단해 auxiliary task를 생성함으로 다중 레이블 

분류에는 적용하기 어렵다는 한계점이 있다. 따라서, 본 논문에서는 multi-label 환경에서 multi-class와 binary 

task를 생성하는 방법을 제안해 coarse-to-fine 메카니즘 적용을 위한 방안을 제시하고, 그 결과를 분석한다.
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했으며, [7]에서는 데이터 분포 밀도를 사용해 데이터의 

다양성 측면에서 난이도를 측정하는 방법을 제안했다.

III. The Proposed Method

Multi-label 환경에서 coarse-to-fine 메카니즘의 적

용 가능성을 확인하기 위해, 다음과 같은 방법으로 2단

계의 auxiliary task를 생성하는 방법을 제안한다.

1) 단일 class에만 속한 데이터로 multi-class task 생성

2) Multi-class 데이터를 사용해 binary task 생성

Fig. 1. Multi-label auxiliary task hierarchy

Chest X-ray14에 적용한 전체적인 그림은 Fig. 1.과 

같다. 학습 과정은 task의 난이도를 기준으로 binary, 

multi-class, multi-label 순으로 진행되었으며, 각 

auxiliary task에서 학습된 모델은 다음 단계로 전이 되

어 사용한다. 

실험을 위해 ResNet-18[4]을 사용했으며, optimizer로

는 1e-4 weight decay와 0.9 momentum을 적용한 

SGD를 사용해 최적화 했다.

Table 1. Multi-label classification performance

Mean AUC Improvement

Default 77.03% -
1-stage 78.00% 0.97%

2-stage 78.47% 1.43%

Chest X-ray14 multi-label 분류에 대해 적용 결과는 

Table. 1.과 같으며, 1-stage는 multi-class task만을 

적용한 경우이고, 2-stage는 binary task 이후에 

multi-class task를 적용한 경우이다. 단순히 

curriculum learning을 적용한 것 만으로도 mean 

AUC가 약 1.4% 증가한 것을 확인할 수 있다.  

IV. Conclusions

`본 연구에서는 coarse-to-fine currculum 메카니즘을

multi-label 환경에 적용하기 위한 연구를 진행했다. 실

험 결과 auxiliary task를 단순하게 구성했음에도 불구

하고 약 1.4%의 성능 향상을 달성했다는 것으로 보아 

multi-label 환경에도 충분히 적용할 수 있다는 것을 확

인했다. 또한, 향후 연구에서 auxiliary task를 더욱 세

분화 시킨다면 추가적인 성능 향상을 기대할 수 있다.
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