
1. 서 론

시계열 예측은 시간 흐름에 따라 순차적으로 관찰된
과거 데이터를 통해 미래를 예측하는 것이다. 이러한 시
계열 예측 방법론은 최근 기계학습 및 딥러닝 기술 발달
로 인해 날씨, 에너지 소비, 주가지수, 교통량 등 다양한
예측 분야에 두드러진 연구 성과가 나타나고 있다 [1].
그러나 최근 연구에서 다양한 시계열 예측 방법들이

제시되고 있지만, 각 데이터 특징에 따라 적합한 모델이
서로 다르다. 더불어 각 특징에 따라 어떤 예측 모델이
적합한지에 대한 기준이 제시되어 있지 않아, 보유한 데
이터에 따른 예측 모델을 선정하는 데 어려움이 있다.
본 논문에서는 시계열 데이터로부터 추세, 계절성을

추출하고, 규칙적인 패턴을 나타내는 추세와 계절성을
제거하여 잔차를 얻는다. 잔차 값을 바탕으로 데이터의
무작위 정도를 나타내는 기준을 제시하고, 그에 따라 데
이터 특징에 적합한 딥러닝 모델을 선정하는 기준을 제
시한다.

2. 본 론

2.1 시계열 분해를 통한 무작위 정도 산출
시계열 데이터는 추세와 계절성으로 데이터를 표현 할

수 있다. 시계열 분해는 데이터로부터 추세와 계절성을
분리하는 기법이다. 이를 통해 규칙적인 패턴(추세와 계
절성)을 제거하면 시계열 데이터가 가진 고유한 무작위

값을 추출 할 수 있는데, 이것을 잔차라 한다. 본 연구에
서는 시계열 분해를 통해 얻은 잔차를 데이터의 시계열
적 특징으로 고려한다. 우리는 데이터의 특징을 나타내
는 방법으로 잔차( )에 분산을 적용한 방법을 식(1)과

같이 정의하고, 이를 무작위 정도()로 표현한다. 무작위
정도가 높을수록 데이터가 불규칙적인 것을 의미한다.

        (1)

2.2 데이터 선정 및 분석
본 논문에서는 다양한 데이터에서 나타나는 시계열적

특징을 고려하기 위해, 날씨, 에너지 소비, 주가지수, 교
통량 분야의 10개의 시계열 데이터를 사용한다. 각 데이
터는 일 단위로 측정된 총 1,000개의 샘플을 가지며 이
중 train 데이터 700개, valid 데이터 200개, test 데이터
100개로 구분한다. 일반적으로 시계열 데이터 정규화에
는 min-max scale과 z-score scale을 사용하는데, 데이
터에 이상치가 존재할 경우 z-score scale 방법이 더 효
과적이기 때문에 본 연구에서는 각 데이터를 z-score를
통해 정규화한 후, 식(1)을 통해 무작위 정도 을 계산한
다(표 1).
표 1의 무작위 정도를 통해 주가지수 데이터는 규칙적

패턴을 보이고, 에너지 소비, 교통량 데이터는 불규칙적
임을 알 수 있다.

2.3 사용모델 선정
본 논문에서는 여러 딥러닝 시계열 예측 모델 중 우수

한 성능을 보이는 RNN 기반의 Long Short-Term
Memory (LSTM) [2], Gated Recurrent Units (GRU)
[3]와 CNN 기반의 1d-CNN [4], Temporal
Convolutional Network (TCN) [5] 4가지 모델을 선정하
여 각 데이터 특징별 모델 간의 성능을 비교한다.
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각 모델은 Lara-Benitez [6]가 진행한 시계열 예측 실
험을 통해 도출된 최적의 모델 구조 Hyper-parameter
값을 차용하여 구성한다.

# 분야 데이터 무작위정도
1 주가지수 아마존 주가 종가 0.003
2 주가지수 3M 주가 종가 0.009
3 주가지수 구글 주가 종가 0.010
4 주가지수 야후 주가 종가 0.018
5 날씨 서울의 평균기온 0.067
6 날씨 대구의 평균기온 0.074
7 날씨 제주의 평균기온 0.077
8 에너지소비 경기도 lng 연료 소비량 0.400
9 교통량 고속도로 통행량 0.643
10 교통량 대구 버스 이용자수 0.772

표 1 모델링을 위한 초기 파라미터들
Table 1. Initial parameters for modeling.

LSTM GRU 1d-CNN TCN
Layers 2 2 4 1

Units(Filters) 32 32 (16) (64)
Return
sequence True True - False

Kernel size - - {7,5,3,3} {3}

Pool size - - 0 -
Dilations - - - [1,2,4,8]

표 2. 모델 구조 Hyper-parameter 값.
Table 2. Model Architecture Hyper-parameter values.

3. 실험 및 결과

3.1 실험 설계
각 모델의 학습 Hyper-parameter는 Lara- Benitez가

제시한 값으로 구성한다. Learning Rate는 0.001, Past
History factor는 1.25, 배치의 크기는 LSTM은 32,
GRU/1d-CNN/TCN은 64로 하여 5 Epoch 동안 학습한
뒤, 다음 30개 샘플에 대한 예측을 수행한다. 성능평가
지표로는 Mean Absolute Error(MAE)를 사용하고, 각
모델에 대해 실험을 10번씩 실행하여 기록한 성능의 평
균과 각 데이터에서 모델별 성능 순위를 구한다.

3.2 실험 결과
표 3의 실험 결과는 데이터의 무작위 정도에 따라 적

합한 예측 모델이 다른 것을 나타낸다. 무작위성이 작은
1-3 데이터는 GRU가, 무작위성이 중간인 4-7 데이터는
LSTM과 TCN이, 무작위성이 높은 8-10 데이터는
1d-CNN이 좋은 성능을 보인다.
GRU와 LSTM과 같은 RNN 기반 예측 모델은 연속적

인 정보의 흐름을 학습하여, 샘플 간의 연관성이 높은
데이터, 즉 무작위 정도가 작은 데이터에서 좋은 성능을
보인다. 반면, 무작위성이 강한 시계열 데이터에서는
CNN 기반 예측 모델이 우수한 성능을 보인다.

# 무작위정도 LSTM GRU 1d-CNN TCN

1 0.003 0.447(2) 0.313(1) 0.614(3) 1.178(4)

2 0.009 0.497(4) 0.259(1) 0.417(3) 0.406(2)

3 0.010 0.582(4) 0.263(1) 0.309(2) 0.312(3)

4 0.018 0.594(3) 0.509(1) 0.669(4) 0.529(2)

5 0.067 0.333(2) 0.451(4) 0.426(3) 0.332(1)

6 0.074 0.311(1) 0.417(4) 0.382(3) 0.336(2)

7 0.077 0.390(3) 0.496(4) 0.359(2) 0.291(1)
8 0.400 0.751(3) 0.760(4) 0.651(1) 0.745(2)
9 0.643 0.708(4) 0.707(3) 0.563(1) 0.704(2)

10 0.772 0.735(4) 0.707(3) 0.459(1) 0.630(2)

표 3. 모델 별 시계열 예측 실험 결과.
Table 3. Time series prediction experiment result

4. 결론 및 향후연구

4.1 결론
본 논문에서는 시계열 분해로 추출된 잔차를 통해 데

이터의 불규칙한 특징의 정도를 산출 할 수 있는 지표를
제시하고, 산출한 무작위정도에 따른 적합한 예측 모델
을 선정하는 기준을 제시한다. 무작위성이 작은 데이터
는 GRU, LSTM과 같은 RNN 기반 예측 모델을 선정하
는 것이 유리하고, 무작위성이 높은 데이터는 1d-CNN,
TCN과 같은 CNN 기반 예측 모델을 선정해야 한다.

4.2 향후 연구
향후 연구에서는 다른 시계열적 특징인 추세와 계절성

과 예측 모델들의 연관성에 대해 비교하여 클러스터링을
통한 모델 선정 기준을 제시하고자 한다.
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